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基于深度学习的全极化SAR影像冰川边界识别

范吉延， 柯长青， 姚国慧， 王梓霏

南京大学 地理与海洋科学学院, 南京 210000

摘 要：冰川识别对于周边地区水资源与气候变化监测具有重要意义。全极化 SAR影像包含地物表面散射、偶

次散射、体散射、统计特性等丰富的特征，而深度学习能够充分挖掘影像信息，因此使用全极化 SAR影像结合

深度学习能够得到精确的冰川识别效果。本文基于喜马拉雅山脉西端ALOS2-PALSAR全极化影像，使用VGG16
特征提取网络与全卷积神经网络模型U-net相结合的VGG16-unet对冰川进行识别。采用的特征包括极化相干矩

阵对角线元素、Freeman-Durden、H/A/α、Pauli、VanZyl、Yamaguchi这 5种极化分解参数共计 19种特征。为了

充分利用影像信息，对这些特征进行分析与组合，并比较它们之间的冰川识别精度，以选取最佳特征。由于冰

川与非冰川的地形具有明显差异，因此将DEM、坡度、局部入射角等作为辅助特征与极化特征结合。通过对比

不同极化特征分类精度得出，基于物理特性的 Pauli、Freeman-Durden、VanZyl、Yamaguchi 特征分类的精度较

高，其中 Pauli特征分类的精度最高，整体精度（OA）达到 92.54%，平均用户交并比（mIoU）达到 78.78%。加

入地形数据后整体精度（OA）提升至 94.34%，平均用户交并比（mIoU）提升至 82.35%。为了进一步提高冰川

的识别精度，提出了一种基于单波段特征整体精度（OA）及召回率（Recall）筛选出的SDV（表面散射、偶次散

射、体散射）特征交叉组合方式，结果显示，该组合整体精度（OA）达到 94.98%，用户交并比（mIoU）达到

85.67%，比 Pauli特征分类精度分别高出 0.64%和 3.32%。上述结果表明，选择最佳的特征组合方式并结合深度

学习在提升冰川识别精度中具有重要的作用。
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1　引 言

来自喜马拉雅山脉的冰川融水为周边地区居

住的人口提供了至关重要的淡水资源 （Immerzeel
等，2010）。近年来喜马拉雅山脉的冰川在加速萎

缩 （聂勇 等，2010；Scherler 等，2011）。通过监

测冰川获取冰川融水情况已经成为评估周边国家

水资源可用性和提供区域气候反馈的重要方式。

冰川识别是冰川监测的重要组成部分，而使

用遥感图像能够快速、准确的提取冰川边界以显

示冰川变化与研究冰川物质平衡（Harris等，2009；
Paul等，2015）。虽然使用光学遥感影像能够准确

的识别出冰川边界，但由于其受到云层的影响，

云及云影下冰/雪信息重建面临困难，且冰川表面

积雪消融变化特征在光学影像上难以观测，无法

在固定区域研究冰川变化的时间序列问题。合成

孔径雷达（SAR）具有穿透云层的能力，而L波段

的 SAR 有比 X 和 C 波段 SAR 更长的波长，能够穿

透更厚的雪（Takeuchi和Oguro，2003），因此更适

合于冰川识别与变化监测。从 20世纪 80年代后期

开始 L 波段 SAR 影像就开始被用于冰川识别，Shi
和 Dozier （1993）使用 AIRSAR 数据对冰川进行识

别，并探究了L波段SAR与C波段SAR在冰川识别

中的效果。

全极化 SAR 数据具有比传统 SAR 以及单极化

SAR 数据更丰富的信息，而极化分解可以量化表
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面和内部后向散射的贡献，提高对不同位置冰川

的识别能力（Sharma等，2011）。极化分解的特征

参数不仅增加了雷达图像的信息量，而且扩大了

SAR 数据在冰川遥感中的应用维度 （Singh 等，

2014；Thakur 等，2017）。Thakur 等 （2017） 利用

Pauli 极化分解特征，基于支持向量机 （SVM） 实

现了表碛冰川的识别。除此之外，人们发现在用

极化雷达数据识别冰川时，加入地形数据能够大

幅提升识别精度 （Usami 等，2016）。Callegari 等
（2016）在采用后向散射值时，将局部入射角作为

支持向量机 （SVM） 的输入特征，得到的分类精

度最高。Yao等（2020）将局部入射角与多种极化

分解特征参数相结合，分类精度得到显著提升。

近年来，深度学习发展迅速，在 AlexNet基础

上发展出的 VGG （Simonyan 和 Zisserman，2015）
神经网络大大提高了图像的分类精度，全卷积神

经网络模型U-net （Ronneberger等，2015）的出现

使影像在实现像素级分类的同时能够获取更深层

次的语义信息，这些网络凭借其优良的纹理特征

提取能力应用广泛，在冰川识别方面也展现出其

优势。Parrella等（2016）使用经过微调的Alex-Net
从 Sentinel-2图像中提取特征，并使用主成分分析

（PCA） 进行降维，然后输入到随机森林分类器

（RF） 中识别出冰川，精度达到 96.02%；Xie 等

（2020） 使用基于深度学习改进的 GlacierNet 图像

分割方法，将 Landsat 8 影像作为特征进行输入以

识别冰川，精度达到 99.36%。由以上方法可以发

现，使用图像分割能够实现更高的识别精度。虽

然以上方法在冰川识别中达到了很高的精度，但

多光谱影像数据受制于气候条件。因此，本文采

用全极化 SAR 影像作为数据源，并在此基础上生

成极化相干矩阵，使用 Freeman-Durden、H/A/α、

Pauli、VanZyl、Yamaguchi 这 5 种极化分解特征参

数以及极化相干矩阵对角线元素共计 19个特征参

数，并结合基于U-net开发出的适用于全极化 SAR
影像的VGG16-unet进行冰川识别。在此过程中探

究多种极化特征参数在冰川识别中的作用，进而

获取最优的特征组合方式；探究冰川与非冰川地

区地形差异对冰川识别的影响，并将地形数据与

极化特征参数相结合提升冰川的识别精度。与以

往研究相比，使用具有更多特征的全极化影像，

并与地形因子结合作为VGG16-unet的输入进行冰

川识别，探究了全极化影像在全卷积神经网络中

对冰川边界识别的适用性。

2　研究区与数据

2.1　研究区

研究区位于喜马拉雅山脉西端克什米尔，区

域内包含典型的中纬度、高海拔冰川，大部分

地区高程处于 3200—6500 m。该地区多数大型冰

川地势起伏大，平均坡度处于 17°左右，同一冰川

内不同区域坡度具有明显差异 （Vijay 和 Braun，
2018）。研究区总面积 7613.678 km2，其中冰川面

积 1909.047 km2，G1冰川面积 16.484 km2，区域内

月平均气温在-8.4 ℃—17.5 ℃ （Rai等，2016）。由

于其独特的地形条件，大部分冰川如G1冰川内地

表类型丰富，包含表碛覆盖冰川、含有裸冰与雪

的纯净冰川以及冰川外围的裸露岩石，且冰川的

大小、状态以及几何形状差异较大 （Brun 等，

2017）。

2.2　SAR数据

采用ALOS2-PALSAR全极化数据。ALOS-2卫

星搭载的 PALSAR 是一种 SAR 传感器，向地面物

图1　克什米尔冰川地理位置及其分布

Fig. 1　Location and distribution of Kashmir glaciers
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体发射L波段雷达波，并接收其后向散射信号。与

ALOS-PALSAR相比，它在时间和空间分辨率、观

测波段、极化方式以及数据传输的时间间隔方面

有显著的提升。特别是全极化模式可以获取目标

的所有极化特性，大大提高了成像雷达对目标信

息的获取能力。本文使用了条带模式下的同一轨

两景全极化 SAR影像，空间分辨率为 5 m。成像时

间为2020年10月2日。

2.3　DEM数据

SRTM （Shuttle Radar Topography Mission） 数据

是由美国航空航天局（NASA）和国防部国家测绘

局（NIMA）联合测量的，雷达影像数据覆盖全球陆

地表面的 80% 以上，精度有 1 arc-second 和 3 arc-
seconds 两种，即 30 m 与 90 m 空间分辨率的数据。

本文选取 SRTM 30 m 空间分辨率的数据作为原始

数据，用来对 SAR 数据进行地理编码并计算雷达

波在冰川表面的局部入射角以及地表的坡度信息。

2.4　辅助数据

GLIMS （Global Land Ice Measurements from 

Space）是一项使用光学卫星数据监测世界冰川的

计划，而 RGI （Randolph Glacier Inventory） 是对

GLIMS 的补充，它将曾经的冰川地图和有用的属

性相结合。RGI包含了全球的冰川轮廓，使用RGI 
6.0 （2017 年 7 月 28 日） 作为训练样本的标签数

据。选取2020年10月21日的Landsat 8影像作为精

度验证数据。

3　方 法

SAR 影像，DEM 与冰川边界数据按照图 2 所

示的流程进行处理。整个过程细分为 3 个部分：

SAR 数据处理、神经网络分类、精度评价。下面

对这3个部分进行详细说明。

3.1　SAR数据处理

3.1.1　数据预处理

SAR数据预处理分为 4个部分，包括极化矩阵

生成、极化滤波、极化分解和地理编码（红色虚

线矩形，图2）。

图2　基于深度学习的ALOS2-PALSAR影像冰川识别流程

Fig. 2　Deep learning based glacier recognition process for ALOS2-PALSAR images
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极化雷达影像中的每一个像素的信息能够通

过Sinclair散射矩阵表示。

S = é
ë
êêêê ù

û
úúúúSHH SHV

SVH SVV （1）

式中，S是描述散射体对入射波散射现象的 2×2散

射矩阵，SHV 表示发射的水平 H极化波和接收的垂

直 V 极化波的目标后向散射系数。为了从散射矩

阵中提取物理信息，将矩阵转换为字典矩阵基表

示的目标散射向量 k：

k = [ ]SHH    SHV    SVH    SVV
T

（2）

基于以上的等式，与极化相关的散射矩阵的二

阶乘积可以定义为相干矩阵[T3 ]（Cloude，1985），

如式（3）所示。
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相干斑是 SAR 成像中的一种散射现象，含有

相干斑的后向散射系数影像不利于图像解译。为

了消除相干斑的影响，使用 Improved Lee sigma 滤

波器（Lee等，2009）对影像进行滤波，以保证极

化SAR影像的清晰度和极化信息。

当雷达波与地面目标相互作用时极化状态会

发生变化，这种变化受到目标的介电常数、结构、

粗糙度和化学成份影响。通过对表面和体积分量的

分解能够推断出冰面和冰内特性的独立信息，而

极化分解可以量化表面和体积后向散射的贡献，从

而提高区分不同冰川带的能力（Sharma等，2010）。
由于雷达的成像机制，地形因素会使影像产

生几何畸变，并对雷达接收的后向散射产生一定

影响（Paul等，2017）。因此，采用DEM对遥感影

像进行地理配准，并将 DEM 及其衍生出的局部入

射角、坡度与极化特征相结合以消除影响。

3.1.2　极化特征组合

为了探究不同极化特征在冰川识别中的作用，

选 取 了 Pauli 分 解 （Cloude 和 Pottier， 1996）、

Freeman-Durden分解（Freeman和 Durden，1998）、

Yamaguchi 分解 （Yamaguchi 等，2005）、Van Zyl
分解（van Zyl等，2011）和H/A/α分解（Cloude和
Pottier，1996） 5 种极化分解方式生成的特征以及

具有物理散射信息的极化矩阵 3个对角线元素T11，

T22，T33 （赵泉华 等，2018）共计19个特征（表1）。
按照两种方法对特征进行划分，第 1种方法是根据

特征的生成方式对数据进行划分（图 2绿色虚线部

分），第 2种方式是根据单特征输入网络后的整体

精度、特征的所属类别进行选取，将特征划分为 3
种类别，表面散射、偶次散射、体散射，选取每

种类别中整体精度最高的特征并进行组合。按照

上述方式共划分为7组数据。

表1　19个极化特征的描述与计算式

Table 1　　Description and calculation formula of the 
19 polarization features

序号

1

2

3

4

5

6

7
8
9

10

11

12
13
14
15

16

17

18

19

特征

SurfFD

DblFD

VolFD

H

A

α

Surfpauli
Dblpauli
Volpauli

T11

T22

T33

Surfvan
Dblvan
Volvan

Surfyama

Dblyama

Volyama

Hlxyama

含义

Freeman-Durden 极化分解中表面散射分量，PS =
|| SHH
2
，其中PS表示表面散射功率

Freeman-Durden 极化分解中偶次散射分量，PD =
|| SVV
2
，其中PD表示偶次散射功率

Freeman-Durden 极化分解中体散射分量，PV =
2 || SHV

2
，其中PV表示体散射功率

熵值，衡量散射过程中的极化程度；H/A/α分解的参
数

各向异性值，衡量第二与第三个散射机制的相对大
小；H/A/α分解的参数

极化散射角，对散射机制的物理解释，取 0°，45°，
90°时分别代表表面散射，体散射，偶次散射；H/A/α
分解的参数

Pauli极化分解中表面散射分量

Pauli极化分解中偶次散射分量

Pauli极化分解中体散射分量

相干矩阵对角线分量，含有表面散射信息，T11 ∈ 
diag （T3）

相干矩阵对角线分量，含有偶次散射信息，T22 ∈ 
diag （T3）

相干矩阵对角线分量，含有体散射信息，T33 ∈ diag 
（T3）

VanZyl极化分解中表面散射分量

VanZyl极化分解中偶次散射分量

VanZyl极化分解中体散射分量

Yamaguchi 极化分解中表面散射分量，T3=fsTsurface+ 
fdTdouble-bounce+ fvTvolume+fcThelix，式中 Tsurface 是表面散射
拓展矩阵， fs为其拓展系数

Yamaguchi 极化分解中偶次散射分量，T3=fsTsurface+ 
fdTdouble-bounce+ fvTvolume+fcThelix，式中 Tdouble-bounce 是偶次
散射拓展矩阵， fd为其拓展系数

Yamaguchi 极化分解中体散射分量，T3=fsTsurface+ 
fdTdouble-bounce+ fvTvolume+fcThelix，式中 Tvolume 是体散射拓
展矩阵， fv为其拓展系数

Yamaguchi 极化分解中螺旋散射分量，T3=fsTsurface+ 
fdTdouble-bounce+ fvTvolume+fcThelix，式中Thelix是螺旋散射拓
展矩阵， fc为其拓展系数

2101



National Remote Sensing Bulletin 遥感学报 2023, 27（9）

3.2　神经网络分类

3.2.1　输入数据处理

输入数据处理如图 2 中蓝色虚线框图部分所

示。采用直方图均衡化以增强输入图像的信息。

采用RGI 6.0矢量数据作为冰川的标签数据，将标

签与遥感影像裁剪为 512×512 像素大小的数据块

（图3），然后对标签与影像进行水平、垂直以及对角

线旋转增强数据以增加数据量（图4），并对增强后

的数据进行线性归一化处理。按照1833∶611∶611
即 6∶2∶2的小训练集经典比例将数据集划分成训

练集、验证集、测试集（图5）。

3.2.2　网络结构设计

U-net网络呈U形结构，主要包括编码器和解

码器部分，编码器通过卷积和池化对影像降维并

提取特征，解码器采用上采样且与特征部分相同

尺度的图像进行拼接，将浅层特征和深层特征结

合起来，更有利于提取目标。为了使网络用于冰

川识别，在 U-net 的基础上设计了 VGG16-unet，
并对其中的参数进行修改以确定最佳参数（表 2）。

选取 T11，T22，T33这 3 个特征进行组合作为网络的

输入数据，过程中发现多层卷积层配合小卷积核能

够得到更高的精度，最终确定了如图 7 所示的

VGG16-unet 结构，具有 4 层池化层，卷积核大小

为 3×3，起始层卷积核数量 32，编码器内部卷积层

数分别为 2，2，3，3，3。VGG16-unet 编码和解

码的结构是对称的，每个编码器都有一个对应的

解码器。通过编码器提取的特征输入到解码器内

进行分类。在编码器内部，存在卷积层、批标准

化层、Relu 激活函数层、最大池化层以及 Dropout
层，在解码器内部存在卷积层、上采样层。影像

作为输入数据输入卷积层，输出特征图。输入层与

输出层通过补零后具有相同的分辨率。卷积后得

到的特征图传入批标准化层，以加快网络的学习

速度，降低对网络初始化的敏感性。为防止网络

中梯度的消失，对神经网络使用 Relu 函数进行激

活，并引入Dropout层屏蔽参与训练的神经元，避免

过拟合。编码器使用最大池化层（图 6）以保持平

移不变性（Badrinarayanan等，2017），解码器使用

去池化层恢复到经过池化之前的大小（图 6），输

入值返回到其对应最大值的原始位置。不充足的

池化层会提取无关的信息，过多的池化层会丢失部

分信息。实验得到4层池化分类精度最高（表2）。

3.3　精度评价

用于精度评价的冰川边界数据是在 Landsat 8 
5，4，3 波段合成的影像上参考 RGI 6.0 边界进行

图4　神经网络数据增强

Fig. 4　Neural network data enhancement

图3　ALOS2-PALSAR影像及地形数据的合成与裁剪

Fig. 3　Synthesis and cropping of ALOS2-PALSAR images 
and topographic data

图5　VGG16-unet训练、验证及测试数据分布

Fig. 5　Regional distribution of VGG16-unet train， validation 
and test data
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目视解译修改得到。精度评价的方法都是基于冰

川识别结果与目视解译冰川轮廓来进行对比分析，

包括精确度 （P）、召回率 （R）、F1 分数 （F1）、

交并比 （IoU）、平均交并比 （mIoU）、整体精度

（OA）。

P = TP
TP + FP （4）

R = TP
TP + FN （5）

F1 = 2 × Precision × Recall
Precision + Recall （6）

IoU = TP
TP + FN + FP （7）

mIoU = ∑
i

n IoU
n （8）

OA = TP + TN
TP + TN + FP + FN （9）

式中，TP是预测结果为正类，实际是正类；FP是

预测结果为正类，实际是负类；TN是预测结果为

负类，实际是负类；FN是预测结果为负类，实际

是正类；n为类别总数，i为类别序号。

表2　VGG16-unet神经网络测试参数

Table 2　　VGG16-unet neural network test parameters

编号

1
2
3
4
5
6
7
8
9

10
11
12
13
14

池化层

数量

4
4
4
4
4
4
4
4
5
5
5
5
6
2

卷积核

大小

5
5
5
5
3
3
3
3
3
3
3
3
3
3

编码器

卷积层

2，2，2，2，2
2，2，2，2，2
2，2，3，3，3
2，2，3，3，3
2，2，2，2，2
2，2，2，2，2
2，2，3，3，3
2，2，3，3，3
2，2，2，2，2
2，2，2，2，2
2，2，3，3，3
2，2，3，3，3
2，2，3，3，3
2，2，3，3，3

起始层

卷积核数量

64
32
64
32
64
32
64
32
64
32
64
32
32
32

整体精度

（OA）
0.8772
0.8901
0.8847
0.8984
0.8943
0.8854
0.8661
0.9246
0.9073
0.8866
0.9185
0.9163
0.8685
0.8792

图7　VGG16-unet网络结构及其参数

Fig. 7　Structure and parameters of VGG16-unet network

图6　VGG16-unet池化与去池化过程

Fig. 6　VGG16-unet pooling and unpooling process
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4　结果与讨论

4.1　极化分解特征比较

将 19个特征参数单独输入神经网络中进行识

别对比整体精度（表 3），发现散射功率较高的表

面散射与体散射特征（Huang等，2014）在识别冰

川时的整体精度高于散射功率较低的偶次散射特

征。根据整体精度及召回率，选取 Surfyama、Dblpauli、

Volpauli作为新的特征组合（SDV）输入网络中。

利用 SDV 组合进行识别的整体精度最高，达

到 93.3%，平均用户交并比（mIoU）达到 80.91%，

召回率达到 76.89% （表 4）。基于物理散射机制的

Freeman-Durden、Pauli、VanZyl、Yamaguchi 极化

分解特征与极化相干矩阵的T11，T22，T33整体精度

均高于基于统计特征的H/A/α 极化分解特征，其中

广泛适用于许多不同类型地表（Huang 等，2014）
的 Pauli分解特征精度最高，整体精度 92.54%，平

均用户交并比（mIoU）达到 78.78%，召回率达到

73.03%，虽然 Yamaguchi有 4个极化分解特征，但

在基于物理散射机制的特征中精度最低，这可能

是因为其第 4特征表示的螺旋散射并不适用于自然

地表的分类（Yamaguchi等，2005），加入第 4特征

会降低冰川识别的精度。虽然利用熵值（H），各

向异性值（A），极化散射角（α）单独进行识别时

的整体精度均大于 81%，但H/A/α特征组合识别冰

川时的精度最低，整体精度 89.83%，用户交并比

（mIoU） 75.62%，召回率 70.02%，这可能是由于

熵值（H）与极化散射角（α）具有很高的相关性

（Yao等，2020），组合输入时导致了特征的冗余。

为了进一步分析冰川识别精度与极化特征的

关系，选取包含岩石、表碛、冰、雪多种地表类型

的G1冰川区域作为样本，对该区域内多种极化特

征进行分析（图8）。由于Yamaguchi分解中的螺旋散

射特征不适用于自然地表的分类 （Yamaguchi 等，

2005），因此仅计算 4种地物类型的 18个极化特征

参数并生成散点图 （图 9）。在 Freeman-Durden、
Pauli、VanZyl、Yamaguchi与极化相干矩阵对角元

素构成的散点图中，岩石与其余 3种地物的点位分

布具有明显的差异，而H/A/α构成的散点图中，4种
地物的点位较聚集，无法进行清楚的区分，结合

表 5 的结果显示，具有高分离度的 Pauli 分解特征

与相干矩阵对角元素在冰川识别中也具有较高的

精度，因此不同地物的特征分离度可能是影响

VGG16-unet的因素之一。

4.2　地形数据对冰川识别结果的影响

加入局部入射角、坡度、DEM 数据后 7 组特

征的冰川识别精度均有显著提升，选取一张 512×
512像素影像观察不同极化特征加入地形因子后的

分类情况（图 10）。通过表 5可以看出，整体精度

从 90.65%—93.3% 提升至 93.51%—94.98%，平均

用户交并比 （mIoU） 从 73.81%—80.91% 提升至

表3　19种极化分解特征整体精度及召回率对比

Table 3　　Comparison of the overall accuracy of 19 
polarization decomposition features

%

序号

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
17
18
19

特征参数

SurfFD
DblFD
VolFD

H
A
α

Surfpauli
Dblpauli
Volpauli
T11
T22
T33

Surfvan
Dblvan
Volvan

Surfyama
Dblyama
Volyama
Hlxyama

整体精度（OA）
81.65
78.1

80.78
82.55
81.21
81.55
80.14
79.90
83.26
80.12
79.77
80.59
82.31
79.47
80.61
82.33
77.65
81.18
75.54

召回率（Recall）
46.68
45.76
59.17
64.51
55.35
56.28
56.97
55.84
59.09
50.48
41.46
53.97
56.44
52.86
51.58
65.21
50.48
52.14
52.97

表4　7种极化特征组合冰川识别精度对比（不含地形数据）

Table 4　　Comparison of glacier recognition accuracy for 
seven combinations of polarization features 

（topographic data not included）
%

序号

1
2
3
4
5
6
7

极化分解

H/A/α
Yamaguchi

VanZyl
Freeman-Durden

T_matrix
Pauli
SDV

精确度

80.85
90.92
75.94
89.42
85.72
87.8

88.22

召回率

70.02
61.41
84.13
69.1

74.96
73.03
76.89

F1
分数

75.05
73.31
79.83
77.96
79.98
79.73
82.17

IoU
60.06
57.86
66.42
63.88
66.64
66.3

69.73

mIoU
74.59
73.81
78.07
77.38
78.89
78.78
80.91

整体

精度

90.65
91.02
91.46
92.15
92.46
92.54
93.3
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81.1%—85.67%，召回率从 61.41%—84.13%提升至

74.77%—85.54%。具有最高精度的 Surfyama、Dblpauli、

Volpauli（SDV）组合整体精度从93.3%提升至94.98%，

平均用户交并比（mIoU）从80.91%提升至85.67%，

召回率从 76.89%提升至 85.54%，精度最低的组合

由H/A/α变为极化相干矩阵。

（a） H特征实例

（a） H characteristic

（d） Surfpauli特征实例

 （d） Surfpauli characteristic

（g） SurfFD特征实例

（g） SurfFD characteristic

（b） A特征实例

（b） A characteristic

（e） Dblpauli特征实例

（e） Dblpauli characteristic

（h） DblFD特征实例

（h） DblFD characteristic

（c） α特征实例

（c） α characteristic

（f） Volpauli特征实例

（f） Volpauli characteristic

（i） VolFD特征实例

（i） VolFD characteristic
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（j） T11特征实例

（j） T11 characteristic

（m） Surfvan特征实例

（m） Surfvan characteristic

（p） Surfyama特征实例

（p） Surfyama characteristic

（k） T22特征实例

（k） T22 characteristic

（n） Dblvan特征实例

（n） Dblvan characteristic

（q） Dblyama 特征实例

（q） Dblyama characteristic

（l） T33特征实例

（l） T33 characteristic

（o） Volvan特征实例

（o） Volvan characteristic

（r） Volyama特征实例

（r） Volyama characteristic
图8　18种极化特征实例及样本点分布

Fig. 8　Examples of 18 polarization characteristics and sample point distribution
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（a） H/A/α特征

（a） H/A/α characteristics

（c） Freeman特征

（c） Freeman characteristics

（e） VanZyl特征

（e） VanZyl characteristics

（b） Pauli特征

（b） Pauli characteristics

（d） 极化相干T矩阵特征

（d） T_matrix characteristics

（f） Yamaguchi特征

（f） Yamaguchi characteristics
图9　不同冰川地表类型中岩石、表碛、冰、雪的18个极化特征分布

Fig. 9　Distribution of 18 polarization features of bare rock， debris， ice and snow in different glacial surface types
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表5　7种不同极化特征组合冰川识别精度对比（∂∂为地形数据）

Table 5　　Comparison of glacier recognition accuracy for seven different combinations of polarization features 
（∂∂ is topographic data）

/%

序号

1
2
3
4
5
6
7

极化分解

T_matrix
H/A/α

Yamaguchi
Freeman-Durden

VanZyl
Pauli
SDV

精确度

含∂
91.36
90.07
89.07
89.64
88.81
88.8

89.05

不含∂
85.72
80.85
90.92
89.42
75.94
87.8

88.22

召回率

含∂
74.77
77.36
79.02
80.13
81.08
82.18
85.54

不含∂
74.96
70.02
61.41
69.1

84.13
73.03
76.89

F1分数

含∂
82.24
83.23
83.74
84.62
84.77
85.36
87.26

不含∂
79.98
75.05
73.31
77.96
79.83
79.73
82.17

IoU
含∂

69.83
71.28
72.03
73.34
73.56
72.03
77.4

不含∂
66.64
60.06
57.86
63.88
66.42
66.3

69.73

mIoU
含∂
81.1

81.93
82.35
83.18
83.29
82.35
85.67

不含∂
78.89
74.59
73.81
77.38
78.07
78.78
80.91

整体精度

含∂
93.51
93.74
93.84
94.15
94.15
94.34
94.98

不含∂
92.46
90.65
91.02
92.15
91.46
92.54
93.3

（a） 含地形因子

（a） Include topographic data

（b） 不含地形因子

（b） Exclude topographic data

图10　不同极化特征组合冰川识别结果对比

Fig. 10　Comparison of glacier identification results for different combinations of polarization features
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通过表 5可以看出地形对冰川的识别精度有一

定的影响，因此，选取地形变化明显的G1冰川进

行剖面分析生成曲线 （图 11），其中 P1 位于裸岩

部分，是剖面线终点；P2是裸岩与表碛的交界点；

P3位于雪覆盖冰川部分，为剖面线起点。由于输

入神经网络前对数据进行了归一化，图 12中高程、

坡度与局部入射角的范围均在 0—1 且无单位。

图 12中可以看出在冰川与非冰川部分曲线具有明

显差异。高程值（DEM）曲线在 P1—P3段呈稳定

上升趋势，且P1—P2非冰川段高程值小于P2—P3
冰川段高程值。在 P1—P2非冰川段，局部入射角

与坡度曲线波动较大，整体呈现先上升后下降的

趋势，局部入射角总体分布约为 0.36，坡度约为

0.21。在 P2—P3 冰川段，局部入射角与坡度曲线

比 P1—P2段更加稳定，局部入射角总体分布约为

0.29，坡度约为 0.10。这些曲线的变化表明，非冰

川区与冰川区的地形在数值与变化趋势上都存在

差异，因此将地形数据作为辅助特征输入神经网

络时不仅能够降低局部入射角、坡度等对地物后

向散射强度造成的影响，还能扩大非冰川区与冰

川区特征的差异，从而进一步提高冰川识别的精

度。除此之外，结合图 9可以看出，地形数据的加

入还会降低特征分离度对冰川识别精度的影响，

使具有高特征分离度相干矩阵的冰川识别精度

最低。

4.3　冰川识别分类结果

图13是SDV特征结合地形数据输入神经网络得

到的冰川识别结果，可以看出，较大型纯净冰川内

部的冰与雪能够很好的识别（图 13Ⅱ区域），表碛

型冰川中段与末端也能较为准确的识别（图 13中

区域Ⅲ—Ⅳ），面积小于 0.1 km2的小型冰川与周围

岩石具有相似的特征，识别的准确性较差 （图 13
中区域Ⅰ—Ⅱ）。总体看来除部分面积较小的冰川

外，表碛、冰、雪等具有显著纹理特征的大型冰

川识别效果良好，VGG16-unet提取的冰川边界与

验证数据边界基本一致。

4.4　机器学习与VGG16-unet冰川识别对比

图 14是 SDV 特征结合地形数据按照相同的样

本输入 VGG16-unet、随机森林、支持向量机得到

的冰川识别结果，精度如表 6所示。可以看出随机

森林（图 14 （c））会将裸岩识别为表碛，并且对

于小型冰川的识别结果较差，识别的总体精度为

73.69%，平均用户交并比（mIoU）为58.28%，召回

率为74.19%。支持向量机（图14（d））能够较好的

区分裸岩与表碛，但对于小型冰川的识别结果很

差，裸岩与冰川几乎无法区分，识别的总体精度

为 89.91%，平均用户交并比 （mIoU） 为 60.89%，

召回率为 61.33%。VGG16-unet在冰川识别中相较

于以上两种机器学习方法有显著的优势，除部分

碎块冰川无法准确识别外，对冰川的表碛、冰、

雪部分识别准确，总体精度为 93.41%，平均用户

交并比（mIoU）为87.58%，召回率为95.23%。

4.5　VGG16-unet方法可迁移性

为了验证 VGG16-unet方法在冰川识别上的可

图11　G1冰川剖面线分布（背景数据采用Landsat 8 5，4，3波段）

Fig. 11　Distribution of profile lines in G1 glacier （The 
background data were using the 5，4，3 bands of Landsat 8）

图12　G1冰川地形因子剖面分析曲线

Fig. 12　G1 Glacier topographic factor profile analysis curve
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迁移性，选取位于藏东南地区左贡县旺达镇（图15）
附近4景ALOS1-PALSAR全极化影像（3景2011年

4 月 15 日，1 景 2011 年 3 月 19 日），按照与图 2 中

ALOS2-PALSAR 影像相同的处理步骤进行冰川边

界提取，得到图16所示的结果。

图13　基于深度学习的克什米尔ALOS2-PALSAR影像冰川识别分类结果

Fig. 13　Deep learning based classification results for glacier identification in ALOS2-PALSAR images of Kashmir
表6　VGG16-unet与机器学习冰川识别精度对比

Table 6　　Comparison of glacier recognition accuracy between VGG16-unet and machine learning
/%

方法

随机森林

支持向量机

VGG16-unet

精确度

75.58
89.91
92.52

召回率

74.19
61.33
95.23

F1分数

74.88
72.92
93.86

IoU
59.84
57.39
88.42

mIoU
58.28
60.89
87.58

整体精度

73.69
75.93
93.41

（a） 实验区区域分布

（a） Distribution of experimental areas

（b） Landsat 8 5，4，3
（b） Landsat 8 5，4，3 band synthetic image

（d） 支持向量机

（d） Support vector machine recognition results

（c） 随机森林

（c） Random forest identification results

（e） VGG16-unet
（e） VGG16-Unet recognition results

图14　VGG16-unet与机器学习冰川识别结果对比

Fig. 14　Comparison of glacier recognition results between VGG16-unet and machine learning
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冰川识别精度如表 7 所示，可以看到 ALOS1-
PALSAR 比 ALOS2-PALSAR 整体精度 （OA） 降低

1.74%，平均用户交并比（mIoU）降低4.45%，召回

率（Recall）降低5.54%。这是由于ALOS1-PALSAR
的几何畸变较严重，影像质量低于ALOS2-PALSAR
影像质量，并且参与模型建立样本对数量仅为

1027对。尽管如此，使用VGG16-unet基于ALOS1-
PALSAR 对冰川的整体精度 （OA） 仍能够达到

93.24，平均用户交并比（mIoU）能够达到81.22%，

这说明VGG16-unet结合全极化 SAR数据中 Surfyama、

Dblpauli、Volpauli波段及地形因子进行冰川边界提取

的方法具有良好的可迁移性。

5　结 论

本文基于ALOS2-PALSAR全极化影像数据，利

用 VGG16 与全卷积神经网络模型 U-net 结合生成

的VGG16-unet，对 19个极化特征进行对比、分析

与组合，并结合地形数据进行冰川边界的识别，得

到的结果显示 （1） VGG16-unet 神经网络对冰川

区地物物理特性的差异更加敏感，结合物理特性

相关的Pauli、Freeman-Durden、VanZyl、Yamaguchi、
T矩阵对角元素进行识别能够得到更高的冰川识别

精度，通过筛选得到的 SDV 组合特征精度最高，

加入地形因子后冰川的识别精度能够达到 94.98%；

将 19种极化分解特征输入神经网络时，冰川散射

机制中占主导的表面散射与体散射的识别精度高

于偶次散射的识别精度，虽然与统计特性相关的

H、A、α 都能得到较高的精度，但进行组合输入

时由于特征冗余，使得其冰川识别精度最低；将

地形数据作为辅助特征与极化特征相结合输入神

经网络能够大幅提升冰川的识别精度，但是会影

响极化特征分离度在冰川识别中的作用；特征是

冰川识别的关键，特征显著的表碛、冰、雪等大

型冰川能够得到良好的识别，而与岩石相似的小

型冰川识别效果较差。（2） 综上所述，利用全极

化 SAR 影像结合神经网络进行冰川边界的识别能

够有效弥补光学影像受云层影响导致的云及云影

下冰/雪信息的缺失。与 Yao 等 （2020） 在文中的

实验相比较，本文在证实其提出的加入地形数据

能够提升识别精度的观点的同时，采用了更加先

进的深度学习方法，相较于其实验精度有 1.2% 的

提升，并且本文实验方法具有更好的迁移性和普

适性，为不同地区进行光学影像云下冰雪信息重

建提供了可行的方案。（3）文中还存在一些不足，

例如神经网络训练数据不足，仅使用两景 SAR 影

像作为数据源；数据源单一，仅利用 SAR 影像与

表7　ALOS2与ALOS1冰川识别精度比较

Table 7　Comparison of glacier recognition accuracy 
between ALOS-2 and ALOS-1 images

/%

数据集

ALOS1
ALOS2

精确度

85.57
89.05

召回率

80.00
85.54

F1分数

82.69
87.26

IoU
70.49
77.4

mIoU
81.22
85.67

整体精度

93.24
94.98

图15　基于ALOS1-PALSAR的VGG16-unet训练、验证及

测试数据分布

Fig. 15　VGG16-unet train， validation and test data 
distribution based on ALOS1-PALSAR

图16　基于深度学习的旺达镇ALOS1-PALSAR影像冰川

识别分类结果

Fig. 16　Deep learning based classification results for glacier 
identification in ALOS1-PALSAR images of Wangda town
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地形因子作为神经网络的特征输入；网络结构单

一，在 U-net 框架下仅探究 VGG16 在冰川识别中

的适用性。在以后的研究中可以尝试增加参与网

络训练的数据量，提升网络的稳定性与准确性；

使用多源遥感影像，扩大特征的数量与维度；基

于更多样的神经网络模型如 Deeplab、PSP-net 等
对数据集进行训练，更多元地提取影像中的特征，

从而进一步提高冰川的识别精度。
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Identification of glaciers using fully polarimetric SAR data 
based on deep-learning

FAN　Jiyan，KE　Changqing，YAO　Guohui，WANG　Zifei

School of Geographic and Oceanographic Science, Nanjing University, Nanjing 210000, China

Abstract： Glacier identification is important for monitoring water resources and climate change in surrounding areas. Although optical 

images have achieved high accuracy in glacier boundary identification, optical images are affected by cloud cover, and reproducing 

information under the clouds is difficult. Fully polarized SAR images contain rich features, and deep learning can fully exploit image 

information. Therefore, using fully polarized SAR images combined with deep learning can compensate for the lack of optical images and 

obtain accurate glacier recognition results. In this paper, VGG16-unet (VGG16 combined with U-net) is used to identify glaciers based on 

ALOS2-PALSAR fully polarized images of the western part of the Himalayas. The features include the diagonal elements of the polarization 

coherence matrix, Freeman-Durden, H/A/α, Pauli, VanZyl, and Yamaguchi polarization decomposition parameters totaling 19 features. To 

make full use of the image information, these features are analyzed and combined, and the glacier recognition accuracies are compared to 

select the best features. Given evident differences between glacier and nonglacier topography, elevation, slope, and local incidence angle are 

combined with polarization features as auxiliary features.

Comparing the classification accuracy of different polarization features reveals the accuracy of Pauli, Freeman-Durden, VanZyl, and 

Yamaguchi features based on physical characteristics is higher, among which Pauli features have the highest accuracy with an Overall 

Accuracy (OA) of 92.54% and an average user intersection ratio (mIoU) of 78.78%. The OA is improved to 94.34%, and the mIoU is 

improved to 82.35% after adding the topographic data. In order to improve the recognition accuracy of glaciers further, a feature cross-

combination approach is proposed, and results show the OA of the combination reaches 94.98%, and the mIoU reaches 85.67%, which are 

0.64% and 3.32% higher than the classification accuracy of Pauli features, respectively.

Selecting the best feature combination method and combining with deep learning plays an important role in improving the accuracy of 

glacier recognition, and the use of neural networks combined with fully polarized SAR images can effectively compensate for the 

shortcomings of optical images in glacier boundary identification.

Key words： remote sensing, glaciers, ALOS2-PALSAR, polarimetric decomposition, image segmentation, deep learning, Himalayas
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